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Resumo. O futebol é um dos esportes mais relevantes do mundo, e a aplicacdo
de andlises orientadas a dados neste dmbito se mostra cada vez mais frequente.
Este estudo se propoe a investigar padroes que influenciam vitorias na La Liga,
visando auxiliar treinamentos das equipes e validar ou refutar ideias do senso
comum sobre caracteristicas associadas a vitoria. Utilizando dados detalha-
dos das temporadas de 2014-2015 a 2020-2021, foi aplicado o algoritmo FP-
Growth para identificar caracteristicas determinantes como posse de bola, pre-
cisdo de passes e disciplina em campo. Os experimentos revelaram 43 padroes
iniciais, refinados para 27 apos andlise de aleatoriedade. Os resultados apon-
tam que chutes, chutes a gol e posse de bola sdo fundamentais para aumentar as
chances de vitoria, indo de acordo com a andlise quantitativa e com percepgoes
tradicionais sobre o futebol.

1. Introducao

O futebol € um dos esportes mais relevantes do mundo, fomentando multiplos campeo-
natos de escala continental ¢ mundial, como a conhecida Copa do Mundo [Fifa 2024].
Neste contexto, a La Liga Santander, o principal campeonato espanhol de futebol, se des-
taca como uma das cinco grandes competi¢des europeias, tendo como participantes times
de relevancia mundial, como o Real Madrid e o Barcelona [Fox 2024], e valendo cerca
de 5 bilhdes de euros em 2021 [Faria 2021]. Com a consolidada relevancia do esporte,
técnicas baseadas em ciéncia de dados tém sido cada vez mais buscadas pelos times como
método de andlise de desempenho e aporte a elaboracdo de estratégias, sendo um fator
determinante em times de relevancia mundial, como o Liverpool [StartSe 2023].

Com isso, este estudo se propde a realizar uma andlise exploratéria de dados de
partidas da La Liga Santander, com o objetivo de encontrar, dentre as partidas vencedoras,
padrdes entre as caracteristicas mais comumente associadas no senso comum a vitoria.
Subsequentemente, esta andlise também se propde a validar quais destas caracteristicas
do senso comum de fato possuem ocorréncia frequente entre as partidas vitoriosas, bem
como quais ocorrem de maneira conjunta e quais as regras de associacdo entre estas ca-
racteristicas.

Partindo de uma base de dados contendo multiplas informacgdes sobre cada partida
da La Liga ao longo dos anos de 2014-2015 a 2020-2021, criamos uma nova base de dados
de itemsets, onde cada itemset representa uma partida e cada item corresponde a uma
caracteristica associada no senso comum a vitdria, desde que o time vencedor da partida
possua esta caracteristica. Dentre as caracteristicas definidas, temos como exemplo " Time
vencedor tem menos chutes para fora que o adversario”’e ”Time vencedor tem mais posse



de bola que o adversario”, por exemplo, e todas as caracteristicas foram calculadas a
partir de informacdes contidas na base de dados. Por fim, aplicamos o FP-Growth, uma
abordagem de mineracdo de itemsets frequentes, ao conjunto de itemsets, encontrando
itemsets frequentes e regras de associagdo entre os dados.

Este trabalho estd dividido em cinco se¢des. A secdo seguinte, a secdo 2, dis-
cute trabalhos relacionados a proposta apresentada neste artigo. Em seguida, na secio 3
descrevemos a metodologia aplicada no artigo, como o tratamento dos dados utilizados
e a técnica de mineragdo aplicada, seguido da secdo 4, onde apresentamos e discutimos
os resultados obtidos. Por fim, na secdo 5, finalizamos a discussdo da secdo anterior e
apresentamos perspectivas futuras de pesquisa.

2. Trabalhos Relacionados

Dada a relevancia do esporte, diversas abordagens orientadas a dados ja foram aplicadas
no contexto do futebol. Rein e Memmert descrevem multiplas abordagens de analise de
dados aplicadas ao futebol e apontam que, atualmente, as abordagens mais populares se
baseiam em aprendizado de maquina [Rein and Memmert 2016]. Decroos et al., por sua
vez, propdem a mineragdo de itemsets como forma de realizar descoberta de titicas em
dados espaco-temporais de partidas [Decroos et al. 2018]. Por fim, Klivansky e El-Hajj
propdem uma abordagem baseada em mineracdo de itemsets para a andlise de dados de
partidas da La Liga [Klivansky and El-Hajj 2018], embora, ao contrdrio deste artigo, se
resumam a usar apenas o Apriori como abordagem de descoberta de itemsets.

3. Metodologia

Nesta secdo, apresentamos o processo de preparacao dos dados para o estudar carac-
teristicas que influenciem os resultados de jogos de futebol na La Liga. Utilizamos um
dataset publico que contém dados detalhados das temporadas de 2014-2015 a 2020-2021.
Com base nesse dataset, selecionamos caracteristicas consideradas determinantes para a
vitéria de uma equipe, como posse de bola, precisdo de passes e disciplina em campo.
Essas caracteristicas foram utilizadas para construir um novo dataset focado em partidas
com vitdrias, excluindo empates e instancias sem relevancia estatistica. Para a anélise dos
padrdes frequentes, aplicamos o algoritmo FP-Growth, com implementacdo em Python.

3.1. Dataset utilizado

O dataset base foi obtido na plataforma Kaggle [Naik 2022], onde temos os arquivos
separados dos anos de 2014 a 2020, e o arquivo combined_data_laliga.csv que nada mais
€ que a concatenacao de todos os arquivos dos anos.

Neste dataset, cada instancia é uma partida de futebol disputada na La Liga San-
tander pelas temporadas 2014-2015 a 2020-2021, ambas inclusos, totalizando 2660 li-
nhas, ja que cada uma das 7 temporadas é composta de 38 rodadas com 10 partidas em
cada rodada.

As informacdes disponiveis no dataset sdo basicamente dados sobre ambos os
times no pds-jogo, suas colunas sio, respectivamente:

* Home Team — Nome do time jogando em casa
* Away Team — Nome do time jogando fora de casa



* Score — Placar final

» Half Time Score — Placar no intervalo

* Match Excitement — Nivel de empolgacado do jogo (0-10)

* Home Team Rating — Avaliacdo do time da casa (0-10)

* Away Team Rating — Avaliacdo do time de fora (0-10)

* Home Team Possession % — Percentual de posse de bola do time da casa

* Away Team Possession % — Percentual de posse de bola do time de fora

* Home Team Off Target Shots — Chutes fora do alvo do time da casa

* Home Team On Target Shots — Chutes no alvo do time da casa

* Home Team Total Shots — Total de chutes do time da casa

* Home Team Blocked Shots — Chutes bloqueados do time da casa

* Home Team Corners — Escanteios a favor do time da casa

* Home Team Throw Ins — Laterais cobrados pelo time da casa

* Home Team Pass Success % — Percentual de passes certos do time da casa

* Home Team Aerials Won — Disputas aéreas ganhas pelo time da casa

* Home Team Clearances — Desarmes do time da casa

* Home Team Fouls — Faltas cometidas pelo time da casa

* Home Team Yellow Cards — CartOes amarelos recebidos pelo time da casa

* Home Team Second Yellow Cards — Segundo cartdo amarelo recebido pelo time
da casa

* Home Team Red Cards — Cartdes vermelhos recebidos pelo time da casa

* Away Team Off Target Shots — Chutes fora do alvo do time de fora

* Away Team On Target Shots — Chutes no alvo do time de fora

* Away Team Total Shots — Total de chutes do time de fora

* Away Team Blocked Shots — Chutes bloqueados do time de fora

* Away Team Corners — Escanteios a favor do time de fora

e Away Team Throw Ins — Laterais cobrados pelo time de fora

* Away Team Pass Success % — Percentual de passes certos do time de fora

* Away Team Aerials Won — Disputas aéreas ganhas pelo time de fora

* Away Team Clearances — Desarmes do time de fora

* Away Team Fouls — Faltas cometidas pelo time de fora

* Away Team Yellow Cards — Cartdes amarelos recebidos pelo time de fora

* Away Team Second Yellow Cards — Segundo cartdo amarelo recebido pelo time
de fora

* Away Team Red Cards — Cartdes vermelhos recebidos pelo time de fora

* Home Team Goals Scored — Gols marcados pelo time da casa

* Away Team Goals Scored — Gols marcados pelo time de fora

* Home Team Goals Conceded — Gols sofridos pelo time da casa

* Away Team Goals Conceded — Gols sofridos pelo time de fora

* year — Ano da temporada do jogo (ex.: 2014 — Temporada 2014/2015)

3.2. Montagem dos Itemsets

Com isso foram separadas as principais caracteristicas que, no senso comum, levam um
time a vitdria, as caracteristicas foram:

* Time vencedor tem alto indice de passes certos (pelo menos 85%)
* Time vencedor tem maior posse de bola que o adversario



* Time vencedor tem menos chutes para fora que o adversério

* Time vencedor tem mais chutes ao gol que o adversario

* Time vencedor tem mais chutes que o adversario

* Time vencedor ganha mais bolas aéreas que o adversario

* Time vencedor tem menos faltas que o adversario (no minimo 3 a menos)

* Time vencedor toma menos cartdes que o adversario (no minimo 2 a menos)

* Time vencedor tem mais jogadores que o adversario (cartdes vermelhos a menos)

Ap6s a separacdo das principais caracteristicas, foi construido um dataset préprio
em que cada linha representa uma partida com vitdria, e as caracteristicas (itens citados
acima) compdem cada partida, aquelas que ndo possuiam nenhuma destas caracteristicas
foram descartadas com base em dois fatos:

* Sem relevancia estatistica — nao representavam nem 1% do dataset
* Os métodos utilizados no estudo ndo conseguem lidar com itemsets vazios

O notebook MakeDataset.ipynb utilizado para a criacdo do dataset esta disponivel
no repositério do estudo no GitHub [Augusto et al. a] [Augusto et al. b].

3.3. Abordagem de Mineracao Aplicada

A metodologia escolhida foi a FP-Growth por trés principais motivos: alta eficicia, alta
eficiéncia e alta praticidade. O calculo feito no algoritmo FP-Growth ndo € probabilistico,
portanto é garantido o melhor resultado, em comparacdo com outros problemas computa-
cionais que temos que usar heuristicas, neste caso a explosdao combinatoria € evitada sem
aproximacoes, garantindo o resultado 6timo [Han and Pei 2000].

Em comparacdo com os outros algoritmos para mineragdo de padrdes frequentes
vistos, temos uma boa eficiéncia, sendo um algoritmo mais rdpido que o algoritmo de
Forca Bruta, que o algoritmo Apriori e que as duas variacdes do Eclat (com ou sem
os Diffsets). A praticidade vem por meio da biblioteca pyfpgrowth do python [fpg ],
que implementa o algoritmo com grande eficiéncia, fornecendo fungdes com pardmetros
simples e explicativos.

4. Calibragem do Modelo e Resultados Obtidos

Todos os dados e nimeros citados a partir daqui também podem ser verificados no note-
book criado no ambiente do Google Colaboratory [Augusto et al. c].

Inicialmente para conhecer melhor o dataset foram testados vérios valores de su-
porte, parametro de entrada do algoritmo FP-Growth, apds analise qualitativa foi definido
o valor de 12.5% (2-3) de modo que foram encontrados 43 padrdes. Essa porém seria uma
andlise muito simplista e generalizada, sem dar importancia ao dado utilizado e o que ele
significa, devido a forma de construcio deste dataset os itens significam basicamente a
ocorréncia ou ndo daquela caracteristica dentre aquelas definidas na secdo 3.2.

Alguns destes dados possuem, estatisticamente, 50% de chance de ocorrer, outros
possuem uma menor chance, que nao cabe o cdlculo neste estudo (como “Qual a chance
de um time ter pelo menos 2 cartdes a menos que o outro time?”’) ja que eles por si s6
podem gerar um estudo sobre. Como a ideia hipétese € que todas essas caracteristicas
realmente contribuem para a vitdria, foi considerado que todos os itens possuem 50% de
chance de ocorrer.



Com isso em mente, foi feita uma outra andlise que se baseia no seguinte ques-
tionamento: “Quais destes 43 padrdes ndo sdo aleatérios?”, ou seja, qual tem indice de
ocorréncia maior do que a probabilidade aleatdria do padrdo encontrado, com base na
premissa anterior de que todos os itens t€ém 50% de chance de ocorrer.

Assim definimos esta tabela com um limiar inferior de 110% do valor aleatério,
para garantir uma margem de seguranca, aqueles padrées que possuirem um indice de
ocorréncia menor serdao descartados.

Quantidade de Itens no Itemset

Quantidade de Itemsets

Valor minimo de ocorréncias

1

2
3
4

2
18
20

3

1076
538
269
135

Tabela 1. Tabela de Frequéncia de ltemsets

Depois do procedimento descrito temos uma base de dados com a distribui¢ao
mostrada na Figura 1, totalizando 27 conjuntos.
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Figura 1. Distribuicao da quantia de itemsets por tamanho de itemset

Agora, apenas com os dados considerados ndo aleatdrios, partimos para uma
exploracdo mais profunda, uma tentativa de correlacao entre os padrdes encontrados pelo
algoritmo FP-Growth, que nos propicia a criagdo de regras, que sao nada mais que uma
correlagdo matemdtica de um padrdo para outro.

Ao gerar as regras temos que escolher um limiar inferior de confianga, apds
andlises qualitativas foi escolhido o valor de 60%, pela caracteristica intrinseca deste tipo
de andlise, a correlagdo € como se os itens fossem independentes, gerando possiveis con-
clusdes que nao fazem muito sentido. Inicialmente temos 16 regras, precedidas pelo valor

de confianga:




* 95.91: (CHighAccuracyPass’, "MoreOnTargetShots’, "MoreShots’) — (’Posses-

sion’)
* 93.52: (CHighAccuracyPass’, ’MoreShots’, ’Possession’) — (’MoreOnTar-
getShots’)

* 90.58: ("MoreAerials’, ’MoreShots’, "Possession’) — (’MoreOnTargetShots’)

* 90.45: ("MoreShots’, "Possession’) — ("MoreOnTargetShots’)

* 90.14: (’HighAccuracyPass’, ’MoreOnTargetShots’, ’Possession’) — (’Mo-
reShots’)

* 89.84: ("MoreShots’,) — ('MoreOnTargetShots’)

* 89.65: ("LessFouls’, "MoreShots’, Possession’) — ("MoreOnTargetShots’)

e 89.30: "MoreAerials’, "MoreShots’) — ('MoreOnTargetShots’)

* 85.96: ("MoreAerials’, "MoreOnTargetShots’, Possession’) — ("MoreShots’)

* 84.58: ("LessFouls’, "MoreOnTargetShots’, ’Possession’) — (’MoreShots’)

* 84.25: MoreOnTargetShots’, *Possession’) — (’MoreShots’)

e 81.23: ("LessFouls’, "MoreOnTargetShots’, ’MoreShots’) — ("Possession’)

* 74.58: ("MoreAerials’, ’MoreOnTargetShots’) — ("MoreShots’)

e 72.18: (MoreOnTargetShots’,) — (’MoreShots’)

* 69.18: ("MoreAerials’, "MoreOnTargetShots’, "MoreShots’) — ("Possession’)

* 67.21: CMoreOnTargetShots’, "MoreShots’) — ("Possession’)

Por fim, também geramos os padrdes de itens frequentes, totalizando 27 padroes
apos a retirada daqueles considerados aleatorios, precedidos pelo indice de ocorréncia:

* 1445 - "MoreOnTargetShots’)

¢ 1161 - "MoreShots’)

* 1043 - "MoreOnTargetShots’, "MoreShots’)

e 832 - ("MoreOnTargetShots’, "Possession’)

* 783 - ("MoreAerials’, "MoreOnTargetShots’)

e 775 - "MoreShots’, "Possession’)

e 701 - CMoreOnTargetShots’, "MoreShots’, "Possession’)

* 654 - CMoreAerials’, "’MoreShots’)

* 584 - "MoreAerials’, "MoreOnTargetShots’, "MoreShots’)

* 557 - CLessOffTargetShots’, "MoreOnTargetShots’)

* 470 - CMoreAerials’, "MoreOnTargetShots’, "Possession’)

e 446 - ("MoreAerials’, "MoreShots’, ’Possession’)

* 416 - (CHighAccuracyPass’, ’MoreOnTargetShots’, "Possession’)

* 405 - (LessFouls’, "MoreOnTargetShots’, "MoreShots’)

* 404 - ("MoreAerials’, "MoreOnTargetShots’, "MoreShots’, *Possession’)
* 401 - CHighAccuracyPass’, "MoreShots’, "Possession’)

* 391 - CHighAccuracyPass’, "MoreOnTargetShots’, "MoreShots’)

* 389 - ("LessFouls’, "MoreOnTargetShots’, Possession’)

* 375 - CHighAccuracyPass’, "MoreOnTargetShots’, "MoreShots’, ’Possession’)
¢ 367 - (LessFouls’, "MoreShots’, "Possession’)

* 329 - (’LessFouls’, "MoreOnTargetShots’, "MoreShots’, ’Possession’)
* 313 - (LessCards’, "MoreOnTargetShots’, ’"MoreShots’)

* 305 - ("LessFouls’, "MoreAerials’, ’MoreOnTargetShots’)

* 285 - (CLessOffTargetShots’, "MoreAerials’, ’MoreOnTargetShots’)

* 276 - (LessCards’, "MoreOnTargetShots’, "Possession’)

e 274 - (CLessFouls’, "MoreAerials’, ’Possession’)

e 272 - (CLessFouls’, ’MoreAerials’, "MoreShots’)



5. Conclusoes e Perspectivas Futuras

A partir das anélises feitas na Secdo 4 podemos chegar a algumas conclusdes, tanto do
porque estes padroes sdo mais frequentes em uma vitéria como das regras geradas.

A partir dos padroes frequentes coletados, podemos perceber que as caracteristicas
mais efetivas sdo os chutes, chute a gol e posse de bola, ja que configuram o top 7 de forma
praticamente independente, tendo apenas uma ocorréncia com uma caracteristica que nao
uma delas, o padrdao ("MoreAerials’, "MoreOnTargetShots’).

Tal conclusdo, além de calcada nos dados, bate com a expectativa € o senso, va-
lidando que sdo importantes caracteristicas para a equipe alcancar os 3 pontos. J4 que,
partindo do ponto que a chance de um chute ser gol é sempre igual, quanto mais chutes
mais gols e consequentemente se o Time A chuta mais que o B tem mais chance de ganhar
a partida.

Podemos afirmar ainda que, principalmente entre estas caracteristicas mais impac-
tantes, observamos um crescimento no multiplicador de chance de vitdria grande quando
em conjunto, como mostrado na Figura 2:
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Figura 2. Multiplicador da chance de vitoria no acumulado de cada caracteristica

Além disso podemos perceber que algumas caracteristicas, apesar de ndo terem
uma relevancia quando sozinhas, se mostram boas valéncias em um jogo quando em con-
junto, como por exemplo chutar menos pra fora que seu adversario pode ser que apenas o
time nao chutou, porém quando em combinagao com mais chutes em direcao ao gol, mos-
tra que a eficdcia do chute que € maior, ou seja, o time vencedor perdeu menos chances
de fazer gol que o adversdrio.

Alguns padrdes ainda, aqueles com mais itens, normalmente significam uma qua-
lidade destoante entre o time vencedor e o perdedor, de modo que o primeiro foi melhor
em vérias caracteristicas do jogo, ou seja, uma dominancia significativa na partida, como
("MoreAerials’, ’MoreOnTargetShots’, ’"MoreShots’, *Possession’).

Analisando também as regras, vemos que a mais frequente é levemente ilogica,



mostrando que os nimeros sem andlise ndo tem um real valor. j4 a implicagdo de mais
chutes ao gol partindo de uma condic¢ao de alto indice de acertos nos passes, mais chutes e
maior posse de bola. Esta regra combinada com o fato do padrdao (’MoreOnTargetShots’)
ser o mais frequente nos indica que um time que treina passes € arrisca jogadas mais
agressivas criando oportunidades de chute, tem um maior indice de acertos na dire¢dao
ao gol e consequentemente tem maior chance de vencer a partida. Seguindo nesta linha
vemos também que mesmo equipes com menor taxa de acerto de passe ainda assim con-
seguem chegar com mais perigo ao gol adversario, com uma confianca de 90.45%, apenas
trés pontos percentuais a menos que a analise anterior.

Podemos validar também uma das ideias mais difundidas no senso comum fute-
bolistico, o famoso “Quem ndo arrisca ndo petisca”, com base nas regras geradas vemos
que o item comum presente com maior confiabilidade € a que quem chuta mais acaba
acertando mais chutes na dire¢ao do gol, e como ja visto, € a caracteristica mais impac-
tante para aumentar a chance de vitéria de um time.

Por fim, como perspectivas futuras, temos a proposta de dar continuidade a pes-
quisa analisando a descoberta de padroes também entre os times perdedores, comparando
os padrdes e regras de associacdo entre os times perdedores e vencedores de maneira
a validar os padrdes exclusivos a cada um, fornecendo uma andlise mais completa dos
fatores relacionados a vitoria. Além disso, tem-se também como perspectiva o uso de ou-
tras abordagens, como a descoberta de subgrupos, de maneira a observar caracteristicas
determinantes na propor¢ao de vitdrias e derrotas entre os times da La Liga.
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